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Das logistische Regressionsmodell

7i=P(Yi=1lx) = G(x/B) (9.1)
T o /

In —m = x; 3 (9.2)

Yi,i=1,...,n unabhingig (bei gegebenem festen X)(9.3)

G(t) = (1+exp(—t)! (9.4)

Y;: bindre ZielgroBe
x;: Vektor der EinflussgroBen
X: Design-Matrix der EinflussgroBen mit vollem Rang
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@ Das logistische Regressionsmodell

Bezeichnungen
In 7 ., Logarithmierte Chance" Log-odds
xiB=PBo+Pixi+ ...+ Bpxp linearer Pridiktor
Funktion G Response-Funktion (Inverse Link-Funktion)

Die Wahl von G (Verteilungsfunktion der logistischen Verteilung) als
Responsefunktion ermdglicht folgende Interpretation:
Einfaches Modell:

P(Y =1jx) =
P(Y =1 +1) =
P(Y = 1|x0 +1)/(1 — P(Y = 1|x0 + 1))
P(Y = 1]x0)/(1 — P(Y = 1x0))
P(Y =1|x + 1) P(Y = 1]x)
"T-P(Y =1 +1) "1-P(Y=1x)

G(Bo + B1 * x0)
G[Bo + B1 * (x0 + 1)]

exp(fB1)

| =1 = M
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Interpretation

Das logistische Regressionsmodell nimmt einen linearen Zusammenhang
zwischen den ,,Log—odds" von Y und den EinflussgréBen X an.

Interpretation:

@ Wenn x, um einen Einheit steigt, so dndert sich die logarithmierte
Chance von Y um f.

@ Wenn x, um einen Einheit steigt, so dandert sich die Chance von Y
um den Faktor exp(S).

@ Das Odds Ratio (Chancenverhiltnis) zwischen Y bei xx und Y bei
Xk + 1 ist exp(p).

W keit 001 | 005 | 01 03 04 | 05 ] 06 | 07 | 09 | 095 | 0.99
Odds 1/99 | 1/19 | 1/9 | 3/7 2/3 1 15 | 7/3 9 9 99
Cogodds || 46 | 29 | 22 | -0.85 | 041 | 0 | 041 | 085 | 22 | 29 | 46
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Beispiele
@ Y: Kreditwiirdigkeit,
X: Personenmerkmale
@ Y: Auftreten einer Krankheit innerhalb einer bestimmten Zeit,
X: Exposition, Geschlecht, Alter etc.
@ Y: Auffinden der korrekten Bliite,
X: Zeit (Trend), Art (Fledermaus)
@ Y: Praferenz fiir eine Partei,
X: Personlichkeitsmerkmale
@ Y: Bestehen eines Tests,
X: Lehrmethode, Geschlecht etc.
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Bemerkungen

Die Varianten des multiplen linearen Regressionsmodells lassen sich direkt
auf das logistische Modell iibertragen:

@ Behandlung von Guppenvergleichen (ANOVA) mit Hilfe von
Indikatorvariablen

@ Behandlung von diskreten EinflussgroBen: verschiedene
Codierungen, Interaktionen, etc.

@ Behandlung von stetigen EinflussgroBen (Polynome, Splines etc.)

Beachte:

Beim logistischen Modell ,,fehlt" der Varianz-Parameter o,

da Var(Y)=E(Y)x[1— E(Y)]

Weiter ist keine Verteilungsannahme notig, da Y immer Bernoulli-verteilt
Ist.
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Logistische Regression als Klassifikationsproblem

@ Prognose in der Logistischen Regression entspricht
Klassifikationsproblem mit 2 Gruppen

@ Analogien zu Verfahren der Diskriminanzanalyse

@ Diskriminanzregeln aus logistischer Regression moglich
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ML-Schatzung im logistischen Regressionsmodell

Sei das Modell (9.1)—(9.4) gegeben.

Bu = argmaxL(B) = argmaxIn L(3) (9.5)
L@ = Jletism - cigmy (9-6)

InL(3) = Z Yiln(G(x/B)) + (1 = Yi)In(1 - G(xiB))  (9.7)

Ableiten nach  und Null setzen liefert unter Benutzung von
G’ = G(1 — G) die Score-Gleichungen fiir Spy.

n

s(Bu) = (Vi = G(x{BuL))x; = 0. (9.8)

i=1
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Existenz und Eindeutigkeit des ML-Schatzers
im logistischen Modell

Eindeutigkeit:
Da die Likelihood-Funktion konkav ist, ist die Losung der
Score-Gleichung immer eindeutig

Existenz:

Der ML- Schéatzer existiert <= Die Werte 0 und 1 sind nicht linear
trennbar, d.h. es existiert kein @ mit Y =1 fiir xX’a > 0 und Y = 0 fiir
x'a <0

Im Fall der Nicht- Existenz geht mindestens eine Komponente gegen co.
Im einfachen Modell bedeutet die Bedingung, dass Y=1 fiir x > ¢ und
Y=0 fiir x < c.
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Eigenschaften des ML-Schatzers

Die allgemeine Theorie der Maximum-Likelihood-Schatzung liefert:
Fiir n — oo gilt unter Regularitdtsbedingungen:

B —  N(B,F(B)) (9.9)
F(B) = X'D(B)X (9.10)
D(B) = diag{(G(x/B)(1— G(x/B))} (9-11)
BFEPB)B - X(p) (9.12)

@ Die asymptotische Varianzmatrix ergibt sich als Inverse der
Fischer-Information (negative Ableitung der Score-Funktion)

@ Die asymptotische Varianzmatrix entspricht auch der Varianzmatrix aus
der gewichteten (heteroskedastischen) Regression, da
Var(Y) = D(B) = diag(G(x/B)(1 — G(x;B)))

@ Die numerische Berechnung des ML—Schétzers erfolgt nach der Methode
der ,iterierten gewichteten kleinsten Quadrate” (IWLS Iteratively
Weighted Least Squares)
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Inferenz im logistischen Regressionsmodell

Beachte:
Alle Aussagen gelten - im Gegensatz zum linearen Regressionsmodell - nur
asymptotisch, d.h. fiir hinreichend groBe Stichprobenumfange!

Wald-Konfidenzintervalle:
Wir benutzen die asymptotische Normalitdt und erhalten folgende
Konfidenzintervalle fiir 8 zum Niveau « :

B + G5, 21-a/2
G5, = V/cuk (k-tes Diagonalelement der Matrix F~(B))

Fiir die Odds-ratios exp(f8«) ergibt sich das transformierte Konfidenzintervall
zum Niveau « :

exp [5k + 6'ékzlfa/2i|
Da kein Varianzparameter zu schatzen ist, kommt die t-Verteilung hier nicht
vor.
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Wald-Test fiir die lineare Hypothese

Sei das logistische Regressionsmodell (9.1)—(9.4) gegeben.
Ho : AB = ¢ mit rg(A) = a.

Analog zum linearen Modell wird folgende quadratische Form betrachtet:
W = (AB—c)(AF'(B)A) H(AB —c)

W heiBt Wald-Statistik.

Aus der asymptotischen Normalitat folgt unmittelbar:
W2 x3(a)

Mit dieser Statistik lasst sich die allgemeine lineare Hypothese testen.
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Likelihood-Quotienten-Konfidenzintervalle

Mit Hilfe des LQ-Tests lassen sich auch Konfidenzintervalle zum Niveau
« konstruieren:

Kl := {Bx|Ho : Bk = B wird mit LQ-Test zum Niveau « nicht abgelehnt}
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Likelihood-Quotienten-Test fiir die lineare Hypothese

Sei das logistische Regressionsmodell (9.1)—(9.4) gegeben.
Ho : AB = ¢ mit rg(A)=a.

Wir definieren folgende Teststatistik:

~
~ A

LQ = -2 {In L(F) = In L(ﬁ)}

3 : ML-Schitzer unterHg

Aus der allgemeine Theorie von Likelihood-Quotienten-Tests folgt:
Es gilt unter Hy:

LQ % x*(a)

Beachte: Der LQ-Test ist mit dem Wald-Test fiir endliche Stichproben
nicht dquivalent. Aquivalenz gilt nur asymptotisch.
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Devianz im logistischen Modell
Analog zur ANOVA-Tafel betrachtet man im logistischen Modell die
Log-Likelihood als MaB fiir die Modellgiite: Dabei wird definiert:
Modell mit Konstante (SST):  P(Y; =1) = G(5o)
Modell (SSE): P(Y;=1) = G(x/p)
"volles Modell” P(Yi=1)=p;
Von diesen Modellen wird jeweils der Wert von -2 log(L) verglichen.
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Das logistische Modell fiir gruppierte Daten |

Wir betrachten das logistische Regressionsmodell mit gruppierten Daten:

Jeweils n; Datenpunkte werden zu einer Gruppe zusammengefasst. Dabei
sind in einer Gruppe die Kovariablen identisch.

Sei 7 == G(x/3).
Y; : Anzahl der Erfolge in Gruppe j.

Das Modell ist dann:
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Anpassungstests

a) Pearson-Statistik

c) Bei kleinen Gruppenumfingen oder im Fall n; = 1:
Hossmer-Lemeshow-Test
Bilde ca. g = 10 Gruppen nach der GroBe des linearen Pradiktors
x'3 und bilde Anpassungsstatistik wie unter a). Die Testverteilung
ist ein x2(g — 2)-Verteilung.
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Das logistische Modell fiir gruppierte Daten Il

g
D=-2) (InL(B) — InL(y;)) (9.14)
Jj=1
heiBt Devianz.
Es gilt:
g
Yi/nj (nj —y;)/n;
D=2) yln — + (nj — yj) In ——==—— (9.15)
Z B T T (1= 6(xB)
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Residualanalyse |

Wir betrachten wie oben das logistische Regressionsmodell mit
gruppierten Daten. Sei 7; := G(xfﬁ).

a) Devianz-Residuen

_ . i/ nj nj —y;)/n;
d; = sign(y; — njtj)4 | y;In JA/_J —|—(nj—yj)|n% (9.16)
7 (1-1)

b) Pearson-Residuen
=20 (9.17)

ni#ti(1 — 7;)
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Residualanalyse |I

c) Standardisierung der Residuen

H Dz X(X'DX)~'X'D? (9.18)
D = diag(nj7;j(1— 7)) (9.19)
dF = di/\/1- by (9.20)
o= /1= hj (9.21)

d) Likelihood-Residuen

I = sign(y; — G(x/B))\/2(In L(B, %) — InL(B)) (9.22)
L(f,%;) : Likelihood des Modells mit dem der zusitzlichen

Indikatorvariablen fiir die Beobachtung j mit zugehdrigem
Parameter ~;.
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Sensitivitat und Spezifitat

Richtig Positiv = Sensitivitat:

Y=1) = Pm>clY=1)=5(c) (9.25)
Y=1) = P(s<clY=1)=F(c) (9.26)

S1(c) stellt die Survivorfunktion dar, Fi(c) die Verteilungsfunktion.

Falsch Positiv = 1- Spezifitat:

(m)P(Y =1]Y =0) = P(m > c|Y = 0) = Sy(c) (9.27)
(K)P(Y =1]Y =0) = P(s < c|Y = 0) = Fy(c) (9.28)

Die ROC-Kurve besteht aus den Punkten (Sp(c), S1(c)) bzw.
(Fo(c), Fi(c)).
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ROC-Kurve

Allgemein

Y =1 — Ausfall (krank)

Y =0 — kein Ausfall (gesund)

In der medizinischen Literatur ist das Testergebnis m:

Yi=lem>c (9.23)
In der Literatur zum Kreditrisiko ist der Score s:
Yi=les<c (9.24)

c ist dabei ein Grenzwert. Beide Ansitze sind offensichtlich dquivalent:
Betrachte dazu m; = —s;
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Beispiel fiir ROC-Kurve

s
(7]
g1
o=t
= ROC(L)
o ~
E
£ F---5
1
- I
Ko I
— 1
u I
] !
— I
= 1
W) [
O
o’ I
I
I
0 1

1
t = S,(c) Anteil Falsch Positiv
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Logistische Regression und ROC- Kurve MaB zur Bewertung der Kurve: AUC

1
AUC = [ ROC(t)dt (9.29)

t=0
Dies stellt die Flache unter der Kurve dar.

mi = G(xP) Es gilt:
mi = x;B AUC = P(my < mo) (9.30)

my ist dabei aus der Verteilung m|Y =1

. : : D
Beachte die Invarianz der ROC Kurve bzgl. monotoner Funktionen! Die mo ist dabei aus der Verteilung m|Y = 0

Verteilung von Fg, F; bzw. Sy, S1 kann aus den Daten geschatzt werden

= ROC-Kurve . .
Daher ist das empirische AUC:
Alternative: Schatze Fg, F1 bzw. Sg, S; aus Validierungsdaten. AUC — Ne (9.31)
Dabei bezeichnet N. die Anzahl der konkordanten Paare und N die Anzahl der
Paare mit unterschiedlichem Y.
Mit Ny gleich der Anzahl der diskordanten Paare ist der GINI dann:
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GINI- Koeffizient Die logistische Regression fiir Fall-Kontroll-Studien
Sei in der Grundgesamtheit folgende Beziehung gegeben:
Po(Y = 1|1X = x) = G(a + fx) (9.34)
Normierte Flache zwischen Winkelhalbiernder und ROC- Kurve mit G(t) = (1 + exp(—t))_l
1 X: Exposition
GINI =2 - (AUC — 5) =2-AUC -1 (9.32) Y: Erkrankung
GINI — Ne — Ng (9.33) Es wird nun aus der GG gezogen:
n Félle (Y =1) und np Kontrollen (Y =0)
Der empirische GINI entspricht dem Somers D. Gesucht ist

Ps(Y =1|X = x) (9.35)

Mit Ps werden die Wahrscheinlichkeiten (Dichten) in der Stichprobe
bezeichnet, mit Py die in der GG.
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Berechnung von FPs |

Ps(Y =1,X =x) _
Ps(X:X) o
Ps(Y:]_)Ps(X:X‘Y:l)
Ps(Y = l)Ps(X = X|Y = 1) —+ Ps(Y = 0)P5(X = X|Y = O)
C1P0(X:X|Y:1)
C1P0(X :X|Y = 1)+C2P0(X :X|Y :0)

Ps(Y =1|X = x) =

Die letzte Identitat gilt wegen

Po(X =x]Y =1)=Ps(X =x|Y =1) (9.36)
und mit ¢; = und ¢ = 2
ny 4+ no n+nm

aPo(X =x|Y =1) = ﬁpo(x = x)Po(Y = 1|X = x)
Po(X = x|Y =0) = ﬁpo(x = x)Po(Y = 0|X = x)
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Berechnung von Ps Il
Insgesamt gilt:
Ps(Y =1X=x)=G(a+In (2) + fx) (9.37)

Die Auswertung beziiglich 5 kann also durch eine logistische Regression
erfolgen. Der Parameter « in der Grundgesamtheit kann dabei nicht
geschatzt werden.
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Berechnung von FPs Il

C1

Mit 7P0(Y =)

= d; und = d, folgt:

(%)
Po(Y = 0)

i P(Y =1|X = x)
dP(Y =1[X = x) + do(1 — P(Y = 1[X = x))

Ps(Y =1|X =x) =

1
- d1— G(a+ fx)
L T Glat B
1

1+ exp(—a— In(Z—l) — Bx)

— G(t) 1

0] = GO~ 1 = exp(—t).

. . 1
Die letzte Gleichung folgt aus
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